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Zusammenfassung

Seit einigen Jahren spielen Bewertungen auf Online-Plattformen im Restau-
rantsgeschaft eine immer wichtigere Rolle. Immer stérker sind es verfiigbare
Informationen im Internet, die den Kosum leiten und die Auswahl der Re-
staurantkunden motivieren. Das Ziel dieser Arbeit ist es, den Einfluss sol-
cher Information zu erkennen und zu messen. Hierzu analysieren wir einen
TripAdvisor Datensatz, der Restaurantdaten aus 31 europaischen Stidten
umfasst. Wir fithren die Variablen ein, und visualisieren diese Variablen mit
verschiedenen Diagrammerstellungstechniken. Hierfiir teilen wir die Analyse
in einen Stadte-fokussierten und einen Stédte-unabhéngigen Teil. Fiir den
Stadte-fokussierten Teil arbeiten wir heraus, wie sich Stadte in wichtigen Va-
riablen unterscheiden. Auferdem présentieren wir eine Cluster-Analyse, die
uns erlaubt, die Ahnlichkeit zwischen Stédten als rdumliche Nihe darzustel-
len. In dem Stadte-unabhingigen Teil arbeiten wir Korrelationen zwischen
Variablen heraus und présentieren zwei Regressionsmodelle. Eines basierend
auf einer multiplen linearen Regression und das andere auf einem Entschei-
dungsbaum.
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1. Einfiihrung

Das Internet und soziale Medien haben es ermoglicht, sich iiber Restaurants in Form von
Kommentaren, Selbstbeschreibungen und Bewertungen zu informieren. Diese Informatio-
nen beeinflussen Kunden in ihrem Verhalten und ihren Konsumentscheidungen. Kunden
sind es gewohnt, Onlinemedien zu nutzen um Restaurants nach ihren geschmacklichen
und gesundheitlichen Praferenzen und Preisvorstellungen auszuwéhlen. Zu diesem Zweck
sammeln zahlreiche Onlineplattformen und Apps Informationen iiber Restaurantbesuche
und Bewertungen und geben diese an Kunden weiter.

In dieser Arbeit zeigen wir, dass die Beliebtheit von Restaurants mit beobachtbaren
Eigenschaften zusammenhéngt, die wir der Selbstdarstellung und Kundenbewertung ei-
nes Restaurants entnehmen. Im Einzelnen zeigen wir, dass der Bewertungsschnitt eines
Restaurants ein ungeeignetes Maf fiir die Beliebtheit eines Restaurants ist und fiihren
die logarithmierte Anzahl der Besucher als Beliebtheitsmafs ein. Auf dieser Grundlage
stellen wir unsere Forschungsfrage: Hangt die Bewertung eines Restaurants mit seiner
Selbstdarstellung zusammen? Wenn ja, welche Merkmale treten hierbei am deutlichsten
hervor?

Um dies zu zeigen nutzen wir einen O6ffentlich zugénglichen TripAdvisor Datensatz.
TripAdvisor ist eine der groften Onlineplattformen in der Gastronomie. Auf der US-
amerikanischen Touristen-Plattform teilen Nutzer ihre Erfahrungen iiber Unterkiinfte,
Geschifte, Sehenswiirdigkeiten und Restaurants. Der Tripadvisor Datensatz enthélt Re-
staurantdaten aus 31 europdischen Stéddten. Er ist aktuell, zuverldssig und umfassend,
wobei wir seine Eignung als Stichprobe fiir eine Grundgesamtheit von Restaurantbesu-
chen voraussetzen. Ein Beleg dieser Eignung ist aufserhalb des Umfangs dieser Arbeit.

Unsere Analyse des Datensatzes teilt sich in drei unabhéngige Teile: (i) eine deskriptive
Analyse der einzelnen Zufallsvariablen, (ii) einen Stddte-orientierten Teil und (iii) einen
Restaurant-orientierten Teil. Der deskriptive Teil hilft uns den Datensatz besser zu ver-
stehen.

Im Stadte-orientierten Teil fassen wir alle Datensétze zusammen, die in einer Stadt
gesammelt wurden. Dann vergleichen wir die so aggregierten Datenpunkte um uns einen
Uberblick iiber die Unterschiede und Gemeinsamkeiten der Stédte zu verschaffen. Kon-
kret fithren wir ein hierarchisches Clustering durch, um die Ahnlichkeiten und Unterschie-
de zwischen Stadten besser zu verstehen. Aufierdem fiihren wir zwei k-means Clusterings
durch, in denen die Unterschiede zwischen Stadten als Gower Distanz dargestellt wird.
Schlieflich stellen wir die Verteilung der Selbstbeschreibungsldangen der Stéddte in einem
Boxplot dar.

Im Restaurant-orientierten Teil betrachten wir jedes Restaurant bzw. jeden Restau-
rantbesuch als Beobachtung wahrend wir die Stadt, in der der Datensatz gesammelt
wurde, aus der Betrachtung ausklammern. Hierbei interessiert uns wie die einzelnen Zu-
fallsvariablen zusammenhéngen. Diese Zusammenhénge erforschen wir mit einer Korre-
lationsanalyse.

Schlussendlich versuchen wir Regressionsmodelle herzuleiten, mit denen wir die Be-
liebtheit eines Restaurants mithilfe von anderen beobachtbaren Variablen vorhersagen.
Hierfiir verwenden wir zunéchst ein multiples lineares Regressionsmodell. Anschlieftend



wenden wir eine CART-Analyse an, die einen Entscheidungsbaum auf Grundlage der
Daten entwickelt.

In Abschnitt 2 stellen wir die Methoden vor, die wir zur Visualisierung, Beschreibung,
und Modellierung anwenden. Abschnitt 3 stellt den Datensatz vor, welche Variablen
ihn charakterisieren und welche Ausprigungen diese Variablen haben. Hiernach folgt
die Analyse der Daten. In Abschnitt 4 stellen wir die statistischen Eigenschaften der
Variablen des Datensatzes einzeln vor. Es folgt der Stadte-fokussierte Teil der Analyse
in Abschnitt 5. Abschnitt 6 enthéilt den Stadte-unabhéngigen Teil der Analyse. Letztlich
geben wir eine Zusammenfassung dieser Arbeit in Abschnitt 7.

2. Methoden

Im Folgenden beschreiben wir kurz die zur Erstellung dieser Arbeit verwendeten Metho-
den.

2.1. Fehlende Werte: MCAR, MAR, MNAR

In dem Datensatz kommen fehlende Informationen vor. Es wird zwischen drei Arten von
fehlenden Werten unterscheiden:

MCAR Missing Completely At Random

Die Werte sind zufillig fehlend. Das Fehlen ist weder von der Variable selbst noch von
den unabhédngigen Variablen in der Datenbank abhingig. Wenn man sie ignoriert, gibt
es weniger Informationen, die Ergebnisse werden jedoch nicht verzerrt.

MAR Missing At Random

Das Fehlen ist abhéngig von der eigenen Variable, aber nicht von den anderen Varia-
blen. Bei Ignorieren wird das Ergebnis verzerrt.

MNAR Missing Not At Random

Das Fehlen ist abhéngig von anderen Variablen in der Datenbank. Beim Ignorieren
wird das Ergebnis verzerrt.!

2.2. Spearman’sche Korrelationskoeffizient

Definition Um die Zusammenhénge zwischen den Variablen zu berechnen, verwenden
wir den Korrelationskoeffizienten nach Spearman. Der Spearman’sche Korrelationskoef-
fizient ist definiert in [FKPT11, S.144] durch

_ Xlrg(e) — 9x)(r9(w:) — T9y) o)
VE(rg() — 19T (g ) — 19 )P

Wertbereich: —1 < rgp <1

rgp > 0: gleichsinniger monotoner Zusammenhang
rgp < 0: gegensinniger monotoner Zusammenhang
rgp > 0: kein monotoner Zusammenhang

rsp

"https://docs.displayr.com/wiki/Missing_Values
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oder rechentechnisch giinstige Version:
bei Daten (v, y;), i = 1,2, ...,n, x; # x;, yi # y; fiir alle 4, j
Rangdifferenzen: d; = rg(x;) — rg(y;)

2
M (2.2)
n(n? —1)

Der Absolutwert des Koeffizienten zeigt die Stérke der Beziehung zwischen den Va-
riablen: Je ndher der Wert an 1, desto stérker ist die Beziehung. Ein Koeffizient von
1 zeigt eine perfekte positive lineare Abhéngigkeit, wihrend -1 eine perfekte negative
lineare Abhéngigkeit zeigt. Wenn der Koeffizient 0 betrégt, haben die Variablen keine
Beziehung.

Effektsstirke und Signifikanzniveau Wir miissen im Folgenden testen, ob der Kor-
relationskoeffizient signifikant ist, entspricht ob der p-Wert kleiner als das Signifikanz-
niveau « ist. Ein « von 0.05 bezeichnet die Wahrscheinlichkeit, dass eine Korrelation
rechnerisch bestéatigt wird, obwohl tatséchlich keine Korrelation vorhanden wird, 5 %
betrégt. Wenn der p-Wert grofer als 0.05 ist, entsteht keine aussagekréftige Anzeichen
von einer Korrelation zwischen den Variablen.?

p=1-

2.3. Cluster Analyse: Hierarchische Cluster und K-means

Wir haben sowohl hierarchische als auch k-means Klassifikationsverfahren eingesetzt, da-
mit wir die Ahnlichkeit und Distanz zwischen den Stidten analysieren kénnen. Um die
Ahnlichkeit von n Objekten zu bestimmen, an denen die Merkmale erhoben wurden, wer-
den Ahnlichkeitsmafe verwendet. Die Ahnlichkeitsmafe messen die Ahnlichkeit zwischen
dem i-ten und j-ten Objekt. Umso groker das Ahnlichkeitsmaf, desto dhnlicher sind die
beiden Objekte (vgl. zu den folgenden Ausfithrung in [HK17, S.103-105]).

Gower Distanz Unser Datensatz hat numerische und kategoriale Variablen. Mit Go-
wers Methode konnen wir nicht nur numerische, sondern auch kategoriale Variablen be-
riicksichtigen. Mathematisch wird die Gower Distanz durch folgende Beziehung in [HK17,
S.108| beschrieben

p_ 5

oo 2ak=19
dG’(Za ]) - » 5(k) (23)
k=1 Y
fiir metrische Variablen gilt
k— 2k
dgf) = M wobei 7, = max x;; — min T (2.4)
Tk 2 7
fiir kategoriale Variablen gilt
dz(f) _ {1, Wenn T, 7 Tjk (2.5)
0, wenn z; = xjj

’https://support.minitab.com/de-de/minitab/18/help-and-how-to/statistics/
basic-statistics/how-to/correlation/interpret-the-results/key-results/


https://support.minitab.com/de-de/minitab/18/help-and-how-to/statistics/basic-statistics/how-to/correlation/interpret-the-results/key-results/
https://support.minitab.com/de-de/minitab/18/help-and-how-to/statistics/basic-statistics/how-to/correlation/interpret-the-results/key-results/

Mithilfe des Gowers DistanzmaRes ist dann die Ahnlichkeit bzw. die Distanz quan-
tifizierbar, eine Distanzmatrix kénnen wir dadurch fiir die hierarchische Clusteranalyse
bilden.

Complete-Linkage Nach Festlegung der Distanzmafse haben wir agglomerative Ver-
fahren (auch Fusionsalgorithmus genannt) eingesetzt. Unter Verwendung dieses Algorith-
muses stellt zu Beginn jede einzelne Stadt einen einzelnen Cluster dar. Die Cluster, die
sich am néchsten sind, werden zu einem Cluster zusammengefasst, danach werden die
Distanzen bzw. Fusionswerte zwischen den neuen Clustern berechnet. Die Stddte werden
solange zusammengefasst, bis alle in einem grofsen Cluster vereint sind.

Als eine Art von Fusionsalgorithmus betrachtet das Complete-Linkage-Verfahren die
maximale Distanzen zwischen den Objekten zweier Clustern. Sie wird durch folgende
Gleichung beschrieben

Dc(Cy, Cy) = el d(i, j) (2.6)
(vgl. [Wunl4, S.44-45])

k-Means Der Mechanismus des k-Means Verfahrens startet mit zufélliger Wahl einer
Beobachtung als das erste Cluster-Center, dann wird die minimale Quadratdistanz d; zu
allem Cluster-Centers berechnet. Im Folgenden wird das néchste Cluster-Center gewahlt,
dass die Wahrscheinlichkeit der Wahl proportional zu d; ist. Die Berechnung und der
Wahlprozess werden wiederholt, bis zum alle k& Cluster-Centers festgelegt sind. Basiert auf
das Ergebnis wird k-Means Verfahren durchgefiihrt (vgl. zu den folgenden Ausfithrungen
in [KS16, S.82|).

Bei der K-Means Verfahren muss die Clusteranzahl im Voraus bekannt sein. Meistens
muss man bei Festlegung der Clusteranzahl sowohl aus logischer Sicht als auch aus der
Forderung der Homogenitdt heraus, einen Ausgleich finden. Wir kénnen mithilfe des
Ellenbogen-Verfahrens die Cluster-Losung finden.

Ellenbogenkriterium Mit dem Ellenbogenkriterium kénnen wir die Anzahl der Clus-
ter einfach identifizieren. Betrachtet wird die Entwicklung der Heterogenitét, die sich
durch den Scree-Plot grafisch darstellen lasst. Die x-Achse zeigt die Anzahl der Cluster,
die y-Achse zeigt die abgetragene Summe der Fehlerquadrate. Die optimale Anzahl der
Cluster finden wir auf dem ,Ellenbogen-Knick® (vgl. [BEW15, S.476]).

2.4. Multiple Lineare Regressionsanalyse

In einem multiplen linearen Modell setzen wir fiir Y, Xy, ..., X, die beobachtete Daten
in die lineare Funktion ein, so ergibt sich die empirische lineare Beziehung;:

yi = Bo + Bizi1 + BoTiz + .. + Bpip + €0 =1,..m (2.7)

y; bezeichnet die Zielgrofe und die abhéngigen Variablen, x;1,...,z;, stellen die unab-
héngigen Variablen dar. 81, ..., 3, bezeichnen die Regressionskoeffizienten. Sie sind un-
bekannt und miissen geschitzt werden. Die Anzahl der Beobachtungen lasst sich durch
n bezeichnen.

€; ist die unbeobachtbare Zufallsvariable. Es wird angenommen, dass sie unabhéngig
und identisch mit E(e;) = 0 und Var(e;) = o2 verteilt sind. Die Annahmen driicken



aus, dass die erwarteten Werte der Fehlerterm Null betrégt und keinen Einfluss auf y;
ausiibt, die Fehlervarianz fiir alle Beobachtungen konstant ist und die Fehler unabhéngig
und unkorreliert sind.

KQ-Methode

Die kleinste-Quadrate-Methode wird fiir das Regressionsmodell eingesetzt, um Bo, Bl,
o Bp zu schétzen. Ziel der KQ-Methode ist, die geschétzten Regressionskoeffizienten so
zu bestimmen, dass

n n
Z € = Z(Yi — Bo— Biwit — .. — Bpxip)® =  min (2.8)
i=1 i=1 Bo,B1;--,8p

ist.

Folgende Voraussetzung miissen in der KQ-Methode erfiillt sein:

1. n muss mindestens so grofs sein wie die Zahl der unbekannten Parameter, das heifst
n < p-+ 1, um den Schétzfehler klein zu halten.

2. Keine Linearkombination unter den erkldrenden Variablen darf vorkommen, das
heifst es darf fiir kein j =0, 1, ..., p

Xj :Zaka—i—b (2.9)
oy

gelten.

Sind die Voraussetzungen erfiillt, erhalten wir die KQ-Schétzer Bo, Bl, ﬁp dadurch,
dass wir die 1. Ableitung nach Sy, f1,..., B, gleich null setzen. Von Hand ist die Pa-
rameterschatzung in einer multi-linearen Regression nicht durchfiihrbar. Wir fassen die
unabhéngigen Variablen x;...x, (als Vektoren angesehen) spaltenweise in eine Matrix X
zusammen. Mithilfe dieser Matrix und dem Vektor aller abhéngigen Variablen y kénnen
wir den Vektor der Parameter schétzen:

B=(XTX)"' X"y (2.10)

Das Bestimmtheitsmafi Die Anpassungsqualitdt des Modells ldsst sich durch das
empirisches Bestimmtheitsmaf

5 SY; - ;)2 ~ SQE  erklirte Quadratssumme
N S(Y; — Y;)2 ~ SQT  zu erklirende Quadratssumme

R (2.11)

bestimmen. Der Wertbereich des Bestimmtheitsmafies ist 0 < R? <1. Je niher R? bei 1
liegt, desto besser wird die Zielgrofe durch die Regression erklart.
Die Methoden dieses Abschnittes stammen groftenteils aus [FKPT11, S.494-498]).

2.5. CART-Analyse

CART (Classification and Regression Trees) stellt einen Algorithmus in Form von Baum-
strukturen dar, welche als Entscheidungsbaume bezeichnet werden. Entscheidungsbédume
sind eine Familie nichtparametrischer Methoden, die wir sowohl fiir die Regression als



auch zur Klassifikation einsetzen konnen. Das Ziel von Entscheidungsbdume ist, eine
abhéngige Variable Y durch unabhéangige Variablen X7i,..., X; vorherzusagen.

Ein Entscheidungsbaum besteht aus Knoten und Asten und startet mit einem Wur-
zelknoten. Fiir jede binéire Entscheidung ,.ja“ oder ,nein* werden zwei Aste nach dem
Top-down-Prinzip gebildet. Die Aste repriisentieren einen Test auf dem Attribut des
Knotens und fiihren zu unterschiedlichen Blattern, welche eine der Klassen reprasentiert.
Die Trennkriterien sind, die Entscheidungsknoten so zu wéhlen, dass moglichst eine ho-
mogene Klassenverteilung durchgefithrt wird. An der Klassifikation wird die Fahigkeit
zur Generalisierung bzw. die korrekte Klassifizierung angefordert (vgl. [Alp10, S.185]).

Komplexitidtsparameter C' P Eine Anpassung des Entscheidungsbaums miissen wir
durchfithren. Durch den Komplexitatsparameter C'P konnen wir leicht erkennen, ob der
Entscheidungsbaum zu komplex ist.

Rep=R(T)+ CP*|T|* R(TY) (2.12)

Ty bezeichnet einen Baum ohne Aste, hier ist der C P-Wert 1, |T| die Anzahl der Asten
und |R| das Risiko. Die Aufteilungen werden solang durchgefiihrt, bis der Defaultwert
von CP = 0.01 erreicht wird. Bei jeder weiteren Teilung dieses CP-Wertes kommt es
oft vor, dass die Aste iiberspezialisiert sind, in anderen Worten, das Modell hat ein
Uberanpassungsproblem (vgl. [TA19, S.12-13]).

Stutzen des Baums Ein derartiges Uberanpassungsproblem an die Trainingsdaten
lasst sich durch das sogenannte Stutzen (Pruning) vermeiden. Um die Leistung eines
Klassifikators abschétzen zu konnen, teilen wir die Daten in zwei Unterdatensétze: einen
Trainingsdatensatz, anhand dessen der Klassifikator aufgebaut bzw. trainiert wird, und
einen Testdatensatz, der zur Ermittlung der Klassifikationsleistung verwendet wird. Diese
Vorgehen ist fiir unsere Daten einsetzbar, da unser Datenbestand eine ausreichende Grofe
aufweist.

3. Datensatz

Fiir diese Arbeit stellen die von Kaggle Nutzer Damien BENESCHI im 2018 durchge-
fiihrte Erhebungen die Datenbasis dar. Der Datensatz umfasst die Informationen {iber
Restaurants auf der bekannten touristischen Webseite TripAdvisor in 31 européischen
Hauptstadten 3

3.1. Datengrundlagen

Die rohen Daten wurden auf den Listenseiten von TripAdvisor gesammelt, insgesamt
wurden Daten von 125.527 Restaurants erhoben. Der Datensatz entspricht keiner Zu-
fallsstichprobe. Bei unserer Analyse wurden folgenden Merkmalen betrachtet:

Name Es handelt sich um die Restaurants, die sich in der TripAdvisor Datenbank re-
gistriert haben. Es konnte Restaurants geben, die nicht in der Liste eingetragen
sind.

3h‘ttps ://wuw.kaggle.com/damienbeneschi/krakow-ta-restaurans-data-raw
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City die City-Lage. Die Restaurants befinden sich in 31 européischen Stadten inklusi-
ve Amsterdam(NL), Athen (GR), Barcelona (ES), Berlin (DE), Bratislava (SK),
Bruxelles (BE), Budapest (HU), Copenhagen (DK), Dublin (IE), Edinburgh (UK),
Geneva (CH), Helsinki (FI), Hamburg (DE), Krakow (PL), Lisbon (PT), Ljublja-
na (SI), London (UK), Luxembourg (LU), Madrid (ES), Lyon (FR), Milan (IT),
Munich (DE), Oporto (PT), Oslo (NO), Paris (FR), Prague (CZ), Rome (IT),
Stockholm (SE), Vienna (AT), Warszawa (PL) und Zurich (CH).

Cuisine Style die Selbstbeschreibung der Restaurant. Die charakterische Variable enth&l-
tet Informationen iiber die Kochtechnik oder das Ursprungsland des Essens eines
Restaurants.

Rating Die Variable informiert uns iiber die Kundenbewertungen, die auf einer Skala von
1(sehr unzufrieden) bis 5(sehr zufrieden) eingestuft wurden. Die Bewertungsniveaus
sind in 11 Stufen mit einem Abstand von 0.5 klassifiziert.*

Price Range Die Preise der Restaurants wurden in 3 kategorialen Klassen dargestellt mit
$, $$ - $3% und $$$3 . Die Anzahl der Dollar bedeutet hier ,Giinstiges Essen®, , Mid-
Range Essen” und ,Feines Essen”, diese Beschreibungen sind nicht unbedingt von
den Preisen abhéngig, sondern eher als eine Hinweise fiir die Kunden. Sie zeigen, ob
ein Restaurant iiber gepflegte Atmosphére, hohe Kochzutaten-Qualitdt und guter
Service verfiigt.’

Number of Reviews Anzahl der Bewertungen. Die numerische Variable bezeichnet, wie
viele Kunden Rezensionen fiir die Restaurants abgegeben haben.

Reviews von jedem Restaurant wurden zwei Kundenrezensionen angezeigt.
In der Analyse haben wir folgende zwei neue Variablen erzeugt,

Ltag Die gesamte Zeichenanzahl der Beschreibung von Cuisine-Stil. Diese Variable zeigt
die Beschreibungslange.

Veg eine Dummyvariable. Sie bezeichnet, ob die Schlagworter ,Vegetarian Friendly” in
der Beschreibung des Cuisine-Stil erscheinen.

3.2. Datenaufbereitung

Bevor wir mit der Analyse anfangen, miissen die Daten gepriift, bereinigt und wenn
notwendig, transformiert werden. Der Datensatz enthélt fehlende Werte, in der Arbeit
werden sowohl die Vollstandigkeit als auch die Richtigkeit der Datenbank bertiicksichtigt,
um die Realitdt durch unsere Analyse moglichst genau abzubilden.

‘https://wuw.tripadvisor.com/TripAdvisorInsights/w810
“https://www.tripadvisor.com/ShowTopic-gl-112104-k10620761-Restaurant_Price_
Classifications-Help_us_make_Tripadvisor_better.html
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Datenbereinigung Fehlende Werte, einschlieflich der N A-Werte (N A bezeichnet ,nicht
angegeben®) und leere Zeilen, kommen in unserer Datenbank vor. Zunéchst haben
wir die leeren Zeilen durch N A-Werte ersetzt, dann haben wir festgestellt, dass es
insgesamt 51.302 fehlende Werte in unserer Datenbank gibt. Wie man mit den feh-
lenden Werten umgeht, ist von der Art abhéngig. Die fehlenden Werte in unserer
Datenbank bestehen gemischt von MCAR und MAR. Um die Vollstdandigkeit un-
seres Datensatzes zu sichern, haben wir in deskriptiver Analyse die fehlende Werte
grafisch darstellt und analysiert. Wir untersuchen, ob fehlende Informationen auf
die Bewertungsanzahl der Restaurants Einfluss ausiiben kann.

Auswahl der abhangigen Variablen Wir haben in der Analyse die Bewertungsanzahl
als die Zielgrofe eingesetzt. Der Idee liegen folgende Uberlegungen zugrunde: Das
Bewertungsniveau zeigt uns, was Kunden iiber ein Restaurant sagen, wiahrend die
Anzahl der Reviews widerspiegelt, welche Restaurants popular sind, weil die Be-
wertungsanzahl das tatséchliche Interesse der Kunden zeigt. Durch dieser Auswahl-
iiberlegung verbessern wir die Robustheit unsere Zielgrofe gegen Falschung.

Datentransformation Die Typen der Variablen werden im Weiteren beobachtet. Es gibt
in der Datenbank sowohl numerische Variable wie Number of Reviews, als auch ka-
tegorische Variable wie Rating und charaktorische Variable wie Price range, City,
Cuisine Style und Reviews. Um die Regressionsanalyse und Clusteranalyse durch-
zufiithren, werden entsprechende Variablen wie Price Range von charakteristisch zu
kategorisch umgesetzt. Damit die Daten sich normal verteilen und Ausreifser freier
werden, haben wir die Bewertungsanzahl durch Logarithmierung transformiert (zur
Basis e).

4. Deskriptive Statistik

In diesem Abschnitt analysieren wir den zuvor vorgestellten TripAdvisor Datensatz. Hier-
zu nutzen wir die Mittel der deskriptiven Statistik um einen groben Uberblick iiber den
Datensatz zu gewinnen. In Abschnitt 6 nutzen wir die Erkenntnisse aus der deskripti-
ven Analyse um in mehreren Korrelationsanalysen festzustellen welche Variablen linear
zusammenhéngen. Anschliefend fiihren wir eine multiple lineare Regression durch und
erstellen einen Entscheidungsbaum. Diese Analysen stellen Zusammenhénge zwischen Va-
riablen her. Hier fiihren wir zunéchst die statistischen Eigenschaften jeder der Variablen
fiir sich ein.

Hierfiir stellen wir die Variablen in Tabellen und Graphiken dar. Dadurch kénnen wir
die Daten intuitiv erfassen. Wir schitzen Verteilungen, indem wir Haufigkeiten aufsum-
mieren.

4.1. Ubersicht

Wir geben zunichst eine Ubersicht iiber die Variablen in dem TripAdvisor Datensatz.
Hierfiir stellen wir die statistischen Eigenschaften der Variablen in Tabellenform dar.
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Tabelle 4.1 zeigt verschiedene Eigenschaften von vier Variablen. Diese Variablen sind
fiir jedes Restaurant die Anzahl der Bewertungen (Num), das Bewertungsniveau (Rating),
die Preiskategorie (Pcat), sowie die Beschreibungslinge (Ltags). Zu jeder dieser Va-
riablen geben wir folgende sieben statistische Eigenschaften: (i) Grofe der Stichprobe
(n), (ii) Anzahl der Eintrdge, die fiir diese Variable undefiniert sind (NAs), (iii) Durch-
schnittswert (mean), (iv) Standardabweichung (sd), (v) Median (median), (vi) geringste
Auspriagung (min), und (vii) hochste Ausprigung (max).

n NAs mean sd median min max

Num | 125.527 17.344 125,18 310,83 32,00 2,00 16.478,00
Rating | 125.527  9.630 3,99 0,68 4,00 0,00 5,00
Pcat | 125.527 47.855 1,81 0,51 2,00 1,00 3,00
Ltags | 125.527 31.351 41,55 29,36 34,00 7,00 263,00

Tabelle 4.1: Deskriptive Statistik fiir die Variablen Anzahl der Bewertungen (Num), Be-
wertungsniveau (Rating), Preiskategorie (Pcat), und Beschreibungslinge
(Ltags).

Hierin stellen wir fest, dass die Anzahl der Bewertungen stark schwankt. Manche Restau-
rants haben nur 2 Bewertungen. Das meist-bewertete Restaurant hat 16.478 Bewertun-
gen. Ein Median-Restaurant bekommt 32 Bewertungen, wahrend der Durchschnitt sich
bei etwa 219 befindet. Der Datensatz lasst eine Unterscheidung zwischen Restaurants
ohne Bewertungen und Restaurants mit unbekannter Anzahl der Bewertungen nicht zu.
Wir haben deshalb Restaurants ohne Bewertungsangabe als undefiniert interpretiert auch
wenn die Vermutung nahe liegt, dass es auch Restaurants ohne Bewertungen geben kann.

Der gesamte Wertebeich des Bewertungsniveaus erscheint auch im Datensatz mit sehr
schlecht bewerteten Restaurants mit Bewertung 1 bis hin zu sehr gut bewerteten Restau-
rants mit Bewertungsniveau 5. Das Median-Bewertungsniveau betrigt 4, fast gleich dem
durchschnittlichen Bewertungsniveau von 3, 99.

Die Variable Preiskategorie hat drei Auspragungen denen wir die positiven Ganzzah-
len 1 bis 3 zuordnen. Das Medianpreisniveau betragt 2, wihrend das durchschnittliche
Preisniveau bei 1, 81 liegt.

Von den 108.178 Restaurants haben etwa ein Viertel (24,98%) iiber ihren Cuisine-Stil
keine Angabe gemacht welche wir als undefiniert interpretieren. In Abschnitt 4.2 zeigen
wir, dass die meisten Restaurants nur eine sehr kurze Beschreibung liefern. Nur wenige
Restaurants beschreiben sich selbst in vielen Worten.

Im Folgenden betrachten wir zunédchst jede Variable einzeln. In Abschnitt 6 ermitteln
wir mit Hilfe von Korrelationsanalysen wie die Variablen und die verschiedenen Trans-
formationen dieser Variablen zusammenhéngen.

4.2. Restaurant-Selbstbeschreibungen

Das Restaurantsgeschaft ist charakterisiert durch die Wechselwirkungen zwischen Re-
staurants und Kunden. Diese Wechselwirkungen manifestieren sich in Selbstbeschreibun-
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word freq

vegetarian friendly | 32.361
mediterranean | 18.428
italian | 17.795

vegan | 13.009

gluten free | 12.120

bar | 11.949
french | 9.558
asian | 9.095
pizza | 8.317

spanish | 8.220

Tabelle 4.2: Absolute Héaufigkeiten der 10 wichtigsten Worter, die in Restaurant-
Selbstbeschreibungen vorkommen

ethiopian bangladeshi
israeli argentinean

jamai swedish delicatessen paistani
jar:?cJarlgtggan halal portuguese P -
malaysian
brazilian Susﬁﬁtem american SCandll}';avian
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Abbildung 4.1: Wortwolke {iber die Worter, die in Restaurant-Selbstbeschreibungen vor-
kommen
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Abbildung 4.2: Histogramm iiber die Lénge der Restaurant-Selbstbeschreibungen

gen, Rezensionen und Bewertungen, die wir beobachten und analysieren kénnen. Wir
koénnen uns ad-hoc einen Uberblick iiber die wichtigsten Schlagworte verschaffen indem
wir die Worter, die in den Selbstbeschreibungen eines Restaurants vorkommen, und ihre
absolute Haufigkeit erfassen. Tabelle 4.2 gibt einen Uberblick iiber die zehn hiufigsten
Worter. Wir haben hierbei Stopworter herausgefiltert. Um diese Tabelle intuitiv zu ver-
stehen kann man die absoluten Haufigkeiten der Worter in einer Wortwolke darstellen.

Abbildung 4.1 zeigt die wichtigten Begriffe in der Selbstbeschreibung der Restaurants.
,vegetarian friendly”, als héufigstes Schlagwort steht in der Mitte. ,mediterranean” und
stalian“ sind die zweit- und dritthdufigsten Begriffe in der Selbstbeschreibung. Interessant
ist auch, dass viele Restaurants ,yvegan® und ,gluten free* in ihre Beschreibung haben.
Insgesamt 32.361 Restaurants beschreiben ihre Kochart mit ,vegetarian friendly“, 13.009
Restaurants haben beide Schlagworte ,yvegan“ und auch ,vegetarian friendly” in ihrer
Selbstbeschreibung. Kein Restaurant besitzt ,yegan aber nicht ,vegetarian friendly* in
seiner Selbstbeschreibung. In diesem Datensatz sind somit Restaurants mit veganem
Angebot eine echte Untermenge der Restaurants mit vegetarischem Angebot.

Die Wortwolke in Abbildung 4.1 ldsst den Riickschluss zu, dass ,vegetarian friendly*
das am héufigsten genutzte Schlagwort in Selbstbeschreibungen ist. Basierend auf dieser
Beobachtung haben wir die Forschungsfrage festgestellt.

Abbildung 4.2 stellt ein Histogramm iiber die Beschreibungslinge, i.e. die Lange der
Selbstbeschreibung eines Restaurants, dar (siehe Anhang A.1). Aus diesem Histogramm
geht hervor, dass die meisten Restaurants eine kurze Selbstbeschreibung geben. Bei-
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Abbildung 4.3: Wortwolke iiber die Worter, die in Bewertungstexten vorkommen

spielsweise haben 8.533 Restaurants eine 11 Zeichen lange Selbstbeschreibung, welches
der Mode des Histogramms entspricht. Eher selten geben Restaurants lange Selbstbe-
schreibungen.

4.3. Bewertungen

Mit der Schlagwortwolke in Abbildung 4.3 fassen wir die hdufigsten Worter in den Bewer-
tungstexten der Restaurantkunden zusammen. Diese Schlagwortwolke ergéanzt diejenige,
die wir in Abbildung 4.1 fiir Selbstbeschreibungen der Restaurants erstellt haben.

Wir interpretieren nun die Kundenbewertungstexte auf intuitiver Ebene. ,,good food*
ist der am h&ufigsten vorkommende Begriff. excellent service und ,great werden auch
sehr haufig benutzt. Die meisten von den 100 héufigsten Woértern sind positiv. Wir kon-
nen dadurch schlussfolgern, dass die meisten englisch-sprachigen Kunden, die auch eine
Bewertung schreiben, ihren Restaurantbesuch positiv einschétzen. Zusétzlich stehen uns
auch Rezensionsdaten in anderen Sprachen zu Verfiigung, z.B. spanisch und chinesisch.
In der vorliegenden Arbeit betrachten wir jedoch nur englisch-sprachige Rezensionen.®
Weiterhin enthélt der TripAdvisor Datensatz lediglich zwei Bewertungstexte je Restau-
rant, unabhéngig davon, wie oft ein Restaurant bewertet ist. Unsere Wortwolke wiirde
sich vermutlich anders darstellen, wenn sie auf einem Datensatz erstellt wére, der alle
Bewertungen enthalt.

In Abbildung 4.4 betrachten wir die statistischen Eigenschaften der Anzahl der Bewer-
tungen. Zunéchst konnen wir an dem Q-Q Plot der untransformierten Variable erkennen,

5Das Ergebnis wire fiir eine Sentiment-Analyse sehr interessant, wenn die Daten vollstindig wéren.
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Abbildung 4.4: Q-Q Plots und Histogramm der Anzahl der Bewertungen. Links: Q-Q
Plot auf der untransformierten Variable. Wir beobachten eine schlech-
te Ubereinstimmung. Mitte: Q-Q Plot iiber die logarithmierte Variable.
Wir beobachten eine zufriedenstellende Ubereinstimmung. Rechts: Histo-
gramm der logarithmierten Variable.

17



dass eine Gaufs-Verteilung nicht vorliegt. Jedoch kann eine befriedigende Anpassung an
eine Gauf-Verteilung durch Logarithmierung erreicht werden. Zur intuitiven Uberprii-
fung dieser Feststellung zeigen wir auch noch ein Histogramm tiber der logarithmierten
Anzahl der Bewertungen. Das Histogramm zeigt die absoluten Haufigkeiten der verschie-
denen Quantile.

5. Stddte-Fokussierte Analyse

In diesem Abschnitt betrachten wir den Datensatz mit einem Fokus auf Stadte. Die
verschiedenen Hauptstéddte Europas, die in dem Datensatz auftauchen, unterscheiden sich
stark hinsichtlich der Ausprigung des Preisniveau und der Beschreibungslinge. Daher
betrachten wir diese Variablen hier noch einmal fiir jede Stadt einzeln.

Wir verallgemeinern die Beschreibung unter Anwendung verschiedener Clustering-
Verfahren. Wir fithren zunéchst ein hierarchisches Clustering durch. Im Anschluss kon-
zentrieren wir uns auf durchschnittliches Bewertungsniveau, Anzahl der Bewertungen und
Preiskategorie. Mit der Cluster-Analyse kénnen wir die Ahnlichkeiten und Unterschiede
durch Distanzen zwischen den Stadten ausdriicken.

5.1. Preiskategorien in Verschiedenen Stadten

Abbildung 5.1 zeigt die absoluten Haufigkeiten der Preisniveaus von Restaurants einzeln
fiir jede erfasste europdische Hauptstadt. Sie erlaubt uns Preisniveaus in verschiedenen
Stadten zu vergleichen. Je nach Stadt unterscheiden sich die Anzahl der Restaurants.
Die meisten erfassten Restaurants befinden sich in London, die wenigsten in Ljubljana.
In allen 31 Stddten ist eine Mehrzahl der Restaurants auf mittlerem Preisniveau. Es
gibt tendentiell mehr giinstige Restaurants als teure. Nur in Luxemburg und Ziirich ist
die Menge der giinstigen und teueren Restaurants fast gleich. Der graue Balken zeigt
Restaurants, die iber ihr Preisniveau keine Angabe machen.

5.2. Beschreibungslinge in Verschiedenen Stadten

In Abbildung 5.2 werden die Ldngen der Selbstbeschreibung fiir die 31 Stadte verglichen.
Die gruppierte Kastengrafik (Boxplot) zeigt fiir jede Stadt den Median der Selbstbeschrei-
bungslinge, das mittlere 50% Quantil, das mittlere 95% Quantil, sowie das Minimum und
Maximum. Wir sehen, dass die Stédte sich klar in Median und Standardabweichung ihrer
Beschreibungslénge unterscheiden. Das Restaurant mit der lingsten Beschreibung (263
Zeichen) liegt in Amsterdam. Edinburgh hat die hochste Median-Beschreibungslédnge. Im
Gegensatz hat Lyon die niedrigste Median-Beschreibungslénge. Aufser in Oslo, Edinbur-
gh und Dublin kommen in anderen Landern viele Extremwerte vor, welche wir durch die
Punkte erkennen, die auferhalb des 95% Quantils liegen.
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Abbildung 5.1: Haufigkeiten der Preiskategorien in verschiedenen Stadten
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Abbildung 5.3: Hierarchisches Clustering verschiedener Stiadte

5.3. Hierarchisches Clustering

Als Distanzmaf zwischen Stddten nutzen wir die Gower-Distanz. Die Gower-Distanz eig-
net sich fiir unseren Datensatz, da es sich sowohl um numerische als auch um kategoriale
Variablen handelt. Die Cluster {iber den maximalen Abstand zwischen den Stddten wur-
den vereint mit dem Complete-Linkage Verfahren.

In Abbildung 5.3 wurden die Gruppenbildung als hierarchische Dendrogramm darge-
stellt. Der Index auf der y-Achse bezeichnet die Homogenitét der Klassen, je kleiner der
Index, desto homogener sind die Klassen. Auf der x-Achse befinden sich die 31 Stédten.
Die vier roten Vierecken umfassen jeweils die Stadten eines Clusters. Wir stellen hierbei
die Clustern von links nach rechts von 1 bis 4 auf.

Milan ist die einzige Stadt in Cluster 1. Cluster 2 umfasst fiinf Stadte, die in zwei
kleineren Subclustern aufgeteilt wurden. Auf die selbe Art sind 12 Stéddte in Cluster 3
und 13 Stadte in Cluster 4 verbunden. Sehr &hnliche Stéddte befinden sich in den kleinsten
Subclustern.

Nicht nur die hierarchische Struktur, sondern auch die Abstandrelationen zwischen
den Stddten sind ablesbar in dem Dendrogramm: Paris und Lyon sind hier das Paar der
einander dhnlichsten Stédte, auf héheren Stufen sind sie mit Copenhagen verbunden.
Edinburgh und Rome sind als Paar am hochsten differenziert, weiter gruppiert sind sie
mit Athen und mit dem Subcluster aus Krakow und Oporto. Die Gruppierung wird
weiterhin fortgesetzt, bis an die oberen Kanten aller vier Vierecke.
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Abbildung 5.4: k-means Clustering fiir Anzahl der Bewertungen und Preiskategorie

5.4. K-Means Clustering

Wir nutzen die k-means Methode um Ahnlichkeiten und Unterschiede zwischen den 31
Stéddten zu finden und zu visualisieren. Das k-means Clustering erlaubt uns Stddte mit
ghnlichen durchschnittlichen Preis, Bewertungsniveaus oder logarithmierter Bewertungs-
anzahl zu Gruppen zusammenfassen. In jeder Gruppe sind die Stiddte sich untereinander
eher dhnlich. Im Umkehrschluss sind Stiddte in unterschiedlichen Gruppen eher verschie-
den.

Abbildung 5.4 zeigt das Clustering auf den Variablen durchschnittliche Anzahl der Be-
wertungen und Preis. Wir sehen, dass die Anzahl der Bewertungen in Stddten mit hohen
Preisen, wie Geneva, Ziirich und Luxemburg, eher gering ist. Stddte mit einer hohen
Bewertungsanzahl, wie Rom, Edinburgh oder Mailand, haben niedrige durchschnittliche
Preise. Niedrigere Preise fithren aber nicht unbedingt zu einer hoheren Anzahl der Bewer-
tungen. Beispielsweise hat Berlin sowohl ein geringes Preisniveau als auch eine geringe
Anzahl der Bewertungen.

Abbildung 5.5 zeigt das Clustering auf den Variablen durchschnittliches Bewertungs-
niveau und Preis. Das durchschnittliche Bewertungsniveau der meisten Stéadte liegt zwi-
schen 3.9 und 4.2. Die niedrigste durchschnittliche Bewertung beobachten wir in Mailand,
obwohl in Mailand der Durchschnittspreis niedrig ist.”

In Verbindung mit der Beobachtung in den Abbildung 5.4 und Abbildung 5.5 sehen
wir, dass Stockholm, Oslo, Briissel, Helsinki und Madrid als teure Stéadte relativ wenige

7Zu bemerken ist, dass die Preiskategorie nicht objektiv erhoben wird. Somit kann eine niedrige Preis-
kategorie in beispielsweise Mailand etwas vollig anderes bedeuten als in Ljubjana.
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Kmeans: Rating and Price
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Abbildung 5.5: k-means Clustering fiir Bewertungsniveau und Preiskategorie
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Bewertungsanzahlen und niedrige Bewertungen haben. Zu der gut bewerteten Gruppe
gehoren Berlin, Rom, Oportom, Krakau und Athen, alle obige Stddte sind auf niedrigen
Preisniveaus. Rom ist die einzige Stadt, die sowohl viele Bewertungsanzahl hat, als auch
sehr gut bewertet wurde.

Mit Hilfe der Ellenbogen Methode bestimmen wir zunéchst die optimale Anzahl der
Cluster. In Abbildung 5.6 sehen wir, dass der “Ellbogen-Knick” in beiden Grafiken, auf
4 liegen. Wir kénnen diese Anzahl als Cluster-Losung verwenden.

6. Stdadte-Unabhangige Analyse

Bei der Korrelationsanalyse verwenden wir den Spearman’schen Korrelationskoeffizi-
enten, um den Zusammenhang zwischen den Ausprigungen “vegan-friendly” und “not
vegan-friendly” mit (i) der Bewertung und (ii) der Anzahl der Bewertungen zu messen.

Weiterhin bauen wir drei lineare Regressionsmodelle auf, um die lineare Abhéngigkeit
zwischen folgenden Variablen zu untersuchen: (i) ,,Anzahl der Bewertungen“ in Abhén-
gigkeit von der ,Bewertungsniveau, was Riickschliisse dariiber zulésst ob gut bewertete
Restaurants auch héufiger besucht werden, (ii) ,Bewertungsniveau“ in Abhéngigkeit vom
,Preiskategorie”, was Riickschliisse dariiber zuldsst wie Preispriaferenz und Erwartungs-
haltung der Kunden deren Bewertungen beeinflussen, und (iii) ,,Anzahl der Bewertungen*
in Abhéngigkeit von der ,,Selbstbeschreibungslange” was Riickschliisse dariiber zulésst wie
stark die Besucherzahlen eines Restaurants von der Elaboriertheit ihrer Selbstbeschrei-
bung abhangt.

Ausgehend von dem Ergebnis der linearen Regression, untersuchen wir die Vorhersage-
kraft eines CART-Modells in das alle vorher untersuchten Variablen einbezogen werden.
Abschliefsend priifen wir die Anpassungsgiite des Modells.

6.1. Korrelation zwischen Bewertungsniveau und Preiskategorie

Den Spearman’sche Korrelationskoeffizient verwenden wir zunéchst, um den tatséch-
lichen Zusammenhang zu analysieren. Laut dem Ergebnis betridgt der Koeffizient bei
Anzahl Bewertungen und Bewertungsniveau -0.051, es entsteht daher fast keine Korre-
lation zwischen den beiden Variablen. Bei Bewertungsanzahl und Preisniveau wird eine
schwache Korrelation aufgewiesen, der Koeffizient betragt 0.2753.

Aus der Betrachtung der linken Grafik in Abbildung 6.1 werden die Restaurants auf
niedrigeren Bewertungsstufen 1 bis 3 wesentlich weniger bewertet. Die Restaurants mit
viele Bewertungen verteilen sich zwischen 3.5 und 4.5, Restaurants auf Niveau 4 bekom-
men die meisten Bewertungen. Restaurants auf Niveau 5 werden wieder weniger bewertet,
trotz des hochsten Bewertungsniveaus. Der Zusammenhang zwischen Bewertungsniveau
und Preisniveau wird in der rechten Grafik klar gezeigt. Restaurants auf dem Preisni-
veau mid-Range haben die meisten Bewertungen. Die Verteilung der Bewertungen auf
jedem Preisniveau sind dhnlich verteilt wie in der linken Grafik. Die Restaurants zwischen
Bewertungsniveau 3.5 und 4.5 werden am meisten bewertet.
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Abbildung 6.2: Korrelation: log-Anzahl der Bewertungen vs Beschreibungsldnge

6.2. Korrelation zwischen Anzahl der Bewertungen und
Beschreibungslange

Der Koeflizient zwischen Beschreibungsliange und logarithmierter Anzahl der Bewertun-
gen betrigt 0.6002. Die steigende rote Linie in Abbildung 6.2 veranschaulicht die stark
positive Korrelation. Zwischen Beschreibungslange und Bewertungsniveau kommt ein
Koeffizient von 0.166 vor, welche eine schwache positive Korrelation aufweist.

Fiir die Signifikanz der obigen Korrelationsbeziehungen liegen aussagekréiftigen Anzei-
chen vor, denn alle p-Werte sind fast 0 (p-value < 2.2e-16).

6.3. Korrelation zwischen Anzahl der Bewertungen und
Vegetarierfreundlichkeit

Der Mosaicplot in Abbildung 6.3 stellt den Mehrwege-Zusammenhang zwischen den kate-
gorialen Variablen Preisniveau, Vegetarier-freundlich, und in 10 Kategorien geteilt Anzahl
der Bewertungen.

Aus der Betrachtung der Grafik kommen auf jedem Preisniveau die nicht-Vegetarier-
freundlichen Restaurants bei Bewertungsanzahl Stufe 1 bis 5 iiberwéltigend haufiger als
die Vegetarier-freundliche Restaurants vor. Bei Bewertungsanzahl Stufe 6 bis 10 umge-
kehrt.
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Die Stufen der Residuale lassen sich von den Farben her unterscheiden. Gezeigt werden
sie auf der rechte Seite des Mosaicplots. Blau bedeutet, dass mehr Beobachtungen als
erwartet wurden unter dem Nullmodell (Unabhéngigkeit), rot bedeutet das Gegenteil.
Hier betrigt die blaue Pearson Residuale 60 und die rote -41. In einem guten Modell
sollte die Pearson Residuals klein sein, das heifst wenige oder keine Farbe. Hier ist das
nicht der Fall. Die P-Werte von fast Null, kleiner als das Signifikanzniveau von 0.05, weist
ein signifikantes Chi-Quadrat-Test Ergebnis auf. [ZMHO07]

Korrelation zwischen Preiskategorie und Bewertungsniveau

Wir méchten wissen, ob die Preiskategorie Riickschliisse auf Bewertungsniveau oder An-
zahl der Bewertungen zulassen. Abbildung 6.4a zeigt, dass sich die logarithmierte Anzahl
der Bewertungen je nach Preiskategorie unterscheiden. Je teurer ein Restaurant ist, desto
héher ist auch der Median seiner Besucherzahl. Der Boxplot fiir die héchste Preiskategorie
weist offenbar einen breiteren Interquartilsabstand und weniger Ausreiffer im Vergleich
mit den anderen Preiskategorien auf. Der graue Kasten bezeichnet fehlende Werte. Kun-
den bewerten offenbar Restaurants ohne Preiskategorie eher wenig.

Abbildung 6.4b stellt den Unterschied zwischen der Zusammenhéngen von Preiska-
tegorie und Bewertungsniveau dar. Ein Zusammenhang zwischen beiden Variablen ist
augenscheinlich nicht gegegeben. Der Interquartilsabstand vom Preisniveau ,giinstiges
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Abbildung 6.5: Zusammenhang zwischen Bewertung und Vegetarier-freundlich

Essen ist auf der selben Hohe wie der vom Preisniveau ,feines Essen” zwischen Bewer-
tungsniveau 4 und 4.5, jedoch ist der Median von giinstigen Restaurants auf dem Boden
des unteren Quartil bei Bewertungsniveau 4, anders als der Median von feinen Restau-
rants, der auf dem Himmel des oberen Quartil bei Bewertungsniveau 4.5 liegt. Sowohl
der Interquartilsabstand als auch die Mediane von ,Mid-Range” Restaurants, ist auf der
gleiche Hohe wie bei Restaurants ohne Information bei Bewertungsniveau 4.

Die extremen Werte der logarithmierten Anzahl der Bewertungen sind fast alle {iber
dem oberen Whisker, das bedeutet, extreme hohere log-Anzahl der Bewertungen auf
jedem Preisniveau kommen vor. Ganz im Gegenteil weist jede Preisstufe extrem niedrige
Bewertungsniveaus auf.

6.4. Korrelation mit Vegetarierfreundlichkeit

Um den Unterschied zwischen der Bewertung von Restaurants mit und ohne ,Vegetari-
an friendly” darzustellen, betrachten wir die Kastengrafiken in Abbildung 4.6. Die linke
Grafik zeigt, dass die log-Bewertungsanzahl von Restaurants mit ,Vegetarier-freundlich®
wesentlich hoher sind, als die ohne, sowohl der Interquartilsabstand als auch die Me-
diane. Der Unterschied zwischen den Bewertungsniveaus beider Gruppen wird in der
rechte Grafik veranschaulicht: der Median der Vegetarier-freundlichen Restaurants liegt
auf dem Boden des Kastens, wahrend sie eine um die Hélfte kiirzeren Interquartilsabstand
als die nicht-Vegetarier-freundliche haben. Der Median von nicht-Vegetarier-freundliche
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Restaurants liegt in der Mitte des Kastens und auf Niveau 4, gleich wie bei den anderen
Gruppen.

Extreme Werte kommt in beiden Grafiken vor. Betrachtet man die linke Grafik, sind
alle extremen Werte bei Restaurants ohne ,Vegetarian friendly” iiber dem oberen Whisker.
Bei Restaurants mit ,Vegetarian friendly* kommen die extremen Werte sowohl iiber dem
oberen als auch unter dem unteren Whisker vor. In der rechte Grafik beobachten wir nur
wenige extremen Werte unter beiden unteren Whiskern.

6.5. Vorhersage durch Multiple Lineare Regression

Im Folgenden stellen wir ein multiples, lineares Regressionsmodell {iber die Zufallsvaria-
blen unseres Datensatzes auf die wir betrachten und die sich numerisch darstellen lassen.
Wir versuchen also, die Auswirkungen mehrerer Variablen auf eine Zielvariable als linea-
re Abhéngigkeit darstellen und somit als Hyperebene in einem n-dimensionalen Raum,
wobei n die Anzahl der betrachteten Variablen einschlielich der Zielvariable ist.

Als abhéngige Variable wihlen wir die logarithmierte Anzahl der Bewertungen (Num).
Dies folgt aus unserer Einschétzung, dass die Anzahl der Bewertungen ein aussagekrafti-
ger Mafistab fiir Beliebtheit eines Restaurants ist. Dies ist in unserer Vermutung begriin-
det, dass die Anzahl der Bewertungen proportional ist zu der Anzahl der Besucher eines
Restaurants. Wir logarithmieren diese Variable aufgrund der Beobachtung, dass dadurch
die abhéngige Variable eher normal verteilt ist (siehe Abschnitt 6 und Abbildung 4.4).

Als Einflussvariablen wihlen wir die kategorielle Variable Bewertungsniveau (Rating),
die diskrete Variable Beschreibungslinge (Ltags), die kategorielle Variable Preiskategorie
(Pcat) und die Boolsche Variable Vegetarier-freundlich (Veg), die wir als Dummyvariable
in das lineare Regressionsmodell einbringen. Die Eigenschaften des Modells stellen wir in
Tabelle 6.1 dar. Das zugehorige R Listing ist in Anhang A.2 dokumentiert.

Estimate Std. Error t value Pr(>[t])

(Intercept) 3.9179 0.0348 112.52  0.0000
Rating -0.4218 0.0078  -54.31 0.0000
Pcat 0.4555 0.0084 54.40 0.0000
Ltags 0.0194 0.0002 92.65 0.0000

Veg 0.5547 0.0124 44.77 0.0000

Tabelle 6.1: Eigenschaften des multiplen linearen Regressionsmodells fiir die loga-
rithmierte Anzahl der Bewertungen (log(Num)) abhéngig von Bewer-
tung (Rating), Preiskategorie (Pcat), Beschreibungslinge (Ltags) und
Vegetarier-freundlich (Veg). Die linke Spalte (Estimate) zeigt die Parame-
terschéatzung fiir die gegebene Einflussvariable.

Aus den Parameterschéatzungen in Tabelle 6.1 kdnnen wir das folgende lineare Regres-
sionsgleichung aufstellen:

log(Num) = 3.9179 — 0.4218 Rating +0.4555 Pcat +0.0194 Ltags +0.5547 Veg+¢ (6.1)
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Im Folgenden erkldren wir nocheinmal die Variablen, die in der multiplen linearen
Regression erscheinen:

log(Num) logarithmierte Anzahl der Bewertungen als nicht-negative reelle Zahl im Inter-
vall [0, 00).

Rating Bewertungsniveau als positive Zahl im Intervall [1,5] diskret fortschreitend in
Schritten von 0.5, was neun Auspragungen zulésst.

Pcat Preiskategorie als positive Ganzzahl im Intervall [1, 3]
Ltags Beschreibungsldnge als nicht-negative Ganzzahl im Intervall [0, c0).

Veg mit oder ohne ,Vegetarian Friendly* in der Beschreibung als Ganzzahl im Intervall
[0.1]

€ Zusammenfassung aller unbeobachtbaren Zufallsprozesse, die unabhéngig und identisch
verteilt sind mit E(¢) = 0 und Var(e) = o2|0? € Rt

Interpretation

Alle P-Werte fiir das Modell liegen bei 0.0000 und sind somit kleiner als ein Signifikanz-
nivea @ = 0.01. Dadurch erkennen wir, dass die multi-lineare Regression zwischen der
abhangigen und unabhéngigen Variablen signifikant ist. Somit entscheiden wir uns, alle
unabhéngigen Variablen in dem Modell zu belassen. Das empirische Bestimmtheitsmafl
R? = 0.3629 bedeutet, dass 36.29% der Variation in der logarithmierte Bewertungsan-
zahl durch das Modell erklart werden konnen. Der y-Achsenabschnitt (Intercept) betragt
3.9179. Diesen zu interpretieren hitte nur in einem Szenario Sinn, in dem es eine Preiska-
tegorie 0 und ein Rating von 0 gébe. Wir haben uns jedoch dafiir entschieden, beide Varia-
blen von 1 an zu belegen. Somit unterbleibt eine Interpretation des y-Achsenabschnittes.
Die geschéatzten Regressionskoeffizienten stellen dar, wie sich die abhénge Variable
bei einer Einheit Verdnderung der unabhingigen Variable dndert. Beispielsweise wenn
man die Bewertung um eine Stufe erhoht, sinkt die logarithmierte Bewertungsanzahl um
0.4218. Erhoht man die Preiskategorie um eine Stufe, so erhoht sich die logarithmierte
Bewertungsanzahl um 0.4555. Jedes Wort, das der Selbstbeschreibung hinzugefiigt wird
flihrt zu einem Anstieg der logarithmierte Bewertungszahl um 0.01936. Wenn ein Re-
staurant in seiner Selbstbeschreibung die Formel ,Vegetarian Friendly* nutzt, steigt die
logarithmierte Bewertungsanzahl um 0.5547. Das impliziert, dass sich bis auf das Bewer-
tungsniveau alle unabhéngigen Variablen positiv auf die Zielgrofe auswirken. Jedoch

[...] héngt die Signifikanz mit der Fallzahl zusammen. Bei hohen Fallzahlen
konnen auch kleine Unterschiede (bzw. schwache Zusammenhénge) signifikant
werden — auch wenn diese Unterschiede inhaltlich kaum relevant sind.®

8https://statistik-dresden.de/archives/857/

31


https://statistik-dresden.de/archives/857/

In Abschnitt 6 haben wir bereits festgestellt, dass Bewertungsniveau und logarithmierte
Anzahl der Bewertungen fast unkorrelliert sind (siehe Abbildung 6.1). Daraus folgt auch
dass ihr Platz in einem linearen Regressionsmodell fraglich ist. Es ist moglich, dass es
andere Zufallsvariablen in oder auferhalb des von uns betrachteten Datensatzes gibt, die
die Vorhersage der Zielgrofe erheblich verbessern. Eine erschépfende Aufzdhlung dieser
moglichen Variablen und ihrer Transformationen liegt jedoch aufserhalb des Umfangs
dieser Forschungsarbeit.

6.6. CART: Klassifikation und Regression

Bisher haben wir in unserem Datensatz nach linearen Zusammenhéingen gesucht. Die
Korrelationsanalyse, die Clusteranalyse, sowie auch die lineare Regressionsanalyse sind
ausschlieflich in Szenarien sinnvoll in denen entweder lineare Zusammenhénge bestehen
oder solche durch einfache Transformationen hergestellt werden konnen. Mit der CART-
Analyse steht uns ein Werkzeug zur Verfiigung, das so allgemein ist, dass es auch nicht-
lineare Zusammenhénge innerhalb der erfassten Variablen entdeckt.

Hier fithren wir eine Klassifikationsregression durch, welche zum Ergebnis einen Ent-
scheidungsbaum {iber den TripAdvisor Datensatz hat. Die Grofe der Stichprobe erlaubt
uns eine n-fache Kreuzvalidierung mit hinreichend grofsen Partitionen durchzufiihren.
Abbildung 6.8 zeigt den resultierenden Entscheidungsbaum. Der Baum ist das Ergebnis
eines Stutzungsprozesses (Pruning) der durch den Generalisierungsfehler aus der n-fachen
Kreuzvalidierung geleitet ist.

Komplexititsparameter und R? Giitemal

Die Giite eines Entscheidungsbaums kann man durch das R? Giitemaf ausdriicken. Wir
suchen zunichst einen Entscheidungsbaum mit moglichst hohem R? Wert. Man kann
jedoch feststellen, dass sich der R? Wert immer weiter verbessern lisst, indem man den
Entscheidungsbaum um Entscheidungen erweitert. Dadurch kommt es ab einem bestimm-
ten Punkt zu einer Uberanpassung. Diese Uberanpassung ist unerwiinscht.

FEinen Entscheidungsbaum um weitere Entscheidungen zu erweitern erhoht seine Kom-
plexitat. Wir konnen die Komplexitét eines Entscheidungsbaums durch die Anzahl seiner
Endknoten ausdriicken. Weiterhin kénnen wir unseren Datensatz einteilen in einen Trai-
ningsdatensatz und einen Testdatensatz. Diese Einteilung erlaubt es, den Entscheidungs-
baum auf dem Trainingsdatensatz zu erstellen und seine Giite auf dem Trainingsdaten-
satz zu erfassen. Von hier ab nennen wir das Giitemafs auf dem Trainingsdatensatz den
Trainings-R?. Weiterhin haben wir nun die Moglichkeit die Giite auch fiir den Testda-
tensatz zu erfassen. Da dieser Datensatz fiir das Training nicht benutzt wurde ist er neu
und wir konnen beobachten wie gut der Entscheidungsbaum generalisiert. Von hier ab
nennen wir das Giitema® auf dem Testdatensatz den Generalisierungs-R?. Die n-fache
Kreuzvalidierung partitioniert die Stichprobe in n Partitionen, die je einmal als Test-
datensatz verwendet werden. Dies erlaubt es einen Schnitt iiber den Trainings-R? und
den Generalisierungs-R? zu ziehen. Wenn wir die n-fache Kreuzvalidierung fiir verschie-
dene Baumkomplexitédten durchspielen stellen wir fest, dass bis zu einem bestimmten
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Punkt der Generalisierungs-R? genau wie der Trainings-R? zunimmt. Fiir hohere Kom-
plexititen nimmt der Generalisierierungs-R? ab wihrend der Trainings-R? weiter steigt.
Dieser Punkt, in dem der Generalisierungs- R? sein Maximum hat, bestimmt die optimale
Baumkomplexitét.

Wir fithren den CART Algorithmus inklusive einer n-fachen Kreuzvalidierung mit dem
R? Wert als Giitemak durch rsq.rpart und erhalten die Tabelle 4.3 sowie zwei Bilder in
Abbildung 4.15. In Tabelle 4.3 stellen wir die Komplexitatsparameter C'P von der Klassi-
fikationsregression dar. nsplit bezeichnet die Anzahl der Teilungen. rel error bezeichnet
das empirische Ergebnis von 1—R? und xerror der Generalisierungsfehler (cross-validated
error rate). xstd ist der Standardfehler des Generalisierungsfehlers (standard Error). CP
= 0.01 ist der Defaultwert. Bis zu diesem Wert beendet sich die Entwicklung des Bau-
mes, ein Uberanpassungsproblem taucht aber oft auf. Um den optimalen Komplexitéts-
parameter zu finden, folgen wir der in [Sch13, S176-177| beschriebenen 1-SE Regel: die
Minimalstelle liegt auf dem Knote, wo das Minimum von zerror den relativen Fehler
rel error plus den Standardfehler xstd nicht iiberschreitet. Die Erweiterung des Baumes
hort hier deshalb bei CP = 0.013 auf.

CP nsplit rel error xerror  xstd
110.327 0 1.000  1.000 0.004
21 0.019 1 0.673 0.673 0.003
31 0.018 3 0.635 0.634 0.003
4 10.013 4 0.616 0.617 0.003
51 0.010 7 0.579  0.617 0.003

Tabelle 6.2: Komplexitat Parameter

Stutzen des Baumes

Um den Ausgleich zwischen Genauigkeit und Komplexitit zu finden, sollte der Regres-
sionsbaum gestutzt (pruned) werden. Die grafische Darstellung der Kreuzvalidierungs-
schitzung in Abbildung 4.15 links enthélt eine horizontale Linie, die dem Wert der 1
SE-Regel entspricht. Wie in Tabelle 4.3 gezeigt wird, an dem Knoten mit Komplexitats-
parameter von 0.013 ist das Minimum erreicht (unter der horizontale Linie), ab diesem
Knote sollte den Baum gestutzt werden. Die rechte Grafik zeigt die relativen Fehler gegen
die Komplexitatsparameter fiir unterschiedliche Baumgrofsen. Den gestutzten Regressi-
onsbaum stellen wir in Abbildung 4.17 grafisch dar. Der Baum hat 4 Teilungen und die
Ergebnisse erreichen 5 Blatter.

Interpretation

In Abbildung 4.17 sehen wir den Entscheidungsbaum nach dem Stutzen mit logarithmier-
te Bewertungsanzahl als die Zielgrofe. Wir haben den Entscheidungsbaum in Abbildung
4.17 gewdhlt, weil er sich besser zu unseren Daten anpasst. Gelesen wird erst oben und
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dann von links nach rechts. Im Folgenden stellen wir den gestutzten Baum im Zusam-
menhang mit dem Ergebnis der ,summary* - Funktion (siehe A.1 CART Output) dar.

Als wichtige Variable fiir die log-Anzahl der Bewertungen eines Restaurants dienen
Veg. friendly (Vegetarier Freundlichkeit), Ltags (Beschreibungslinge) und Rating (Be-
wertungsniveau). Bei der Entwicklung des Baums werden 13871 NA-Werte ignoriert. In
dem Wurzelknoten priifen wir, ob das Restaurant Vegetarier freundlich ist. Bei Restau-
rants mit ,Veg. friendly = no* wird der linke Ast gewéhlt. Diese Knoten umfassen 70%
der Trainingsdaten, die restlichen 30% Vegetarier freundliche Restaurants den rechten
Ast. Auf der néchsten Stufe wird gepriift, ob ,Rating“ > 4.8 ist. Falls das Ergebnis po-
sitiv ist, wird der linken Ast gewéhlt. Unter dem rechten Knoten ,Veg. friendly = yes"
werden zwei Aste geteilt: ,Ltags < 73“ links und ,Ltags > 73" recht. Die Blitter des Bau-
mendes betrachtend kénnen wir zusammenfassen, dass fiir nicht Vegetarier Restaurant
die Wahrscheinlichkeiten von 27% fiir die log-Bewertungsanzahl von 2.7, 4% fiir 1.7 und
39% fiir 3.2 liefern wiirden, je nachdem ob sie weniger als 22 Zeichen iiber die Kochart
beschreiben, oder mehr als 22 Zeichen, aberainer schlittgen r auf einer Bewertungsniveau
von unter oder iiber 4.8 sind. Die Wahrscheinlichkeiten fiir nicht Vegetarier-freundliche
Restaurants mit mehr als 73 Zeichen in der Beschreibung betragen 16% fiir 4.6 und 14%
fiir 5.4 bei den Restaurants mit mehr als 73 Zeichen.

Es ergibt sich also ein deutlicher Unterschied zwischen Bewertungsanzahl der Restau-
rants mit und ohne ,Vegetarian friendly“ in ihrer Beschreibung. Uberraschend finden wir,
dass die nicht Vegetarier-freundliche Restaurants trotz hochstem Bewertungsniveau >
4.8 die niedrigste Bewertungsanzahl haben. Es ist irrelevant, auf welchem Preis- oder
Bewertungsniveau sie sind, die Vegetarier-freundliche Restaurants haben allgemein ho-
here Anzahl der Bewertungen.
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7. Fazit

Wir analysieren in dieser Arbeit Restaurant-Daten mit Hilfe statistischer Methoden. Um
unseren Datensatz grafisch und empirisch zu analysieren nutzen wir die Programmier-
sprache R. Wir erkldren den Zusammenhang zwischen verschiedenen Variablen indem wir
ein multiples lineares Regressionsmodell sowie ein CART Regressionsmodell erstellen. Auf
Grundlage der Datenanalyse zeigen wir, dass es die Lange der Selbstbeschreibung sowie
die Selbstdarstellung als Vegetarier-freundlich sind, die einen deutlichen Unterschied in
der Beliebtheit eines Restaurants machen.

Wir beginnen unsere Analyse damit, die wichtigsten quantifizierbaren Variablen fiir
unsere Stichprobe auszuwéhlen. Wir betrachten und interpretieren fehlende Werte. In
einer deskriptiven Analyse erfassen wir die statistischen Eigenschaften des Datensatzes
und stellen ihn grafisch dar.

Anschliefsend betrachten wir die Korrelationen zwischen verschiedenen Variablen um
einen Eindruck iiber lineare Zusammenhénge zu gewinnen. Wir arbeiten hierbei mit dem
Spearman’schen Korrelationskoeffizienten. Wir sind iiberrascht festzustellen, dass zwi-
schen der Anzahl der Bewertungen und dem Bewertungsniveau fast keine Korrelation
entsteht. Dies erkldren wir damit, dass das Bewertungsniveau sehr stabil in einem engen
Intervall um 4.5 schwankt, vollig unabhéngig von sonstigen beobachtbaren Variablen.
Daher wéihlen wir uns fiir den Rest der Analyse die Anzahl der Bewertungen als Quali-
tétskriterium fiir ein Restaurant an Stelle des Bewertungsniveaus.

Entsprechend wahlen wir fiir die multiple lineare Regression die logarithmische An-
zahl der Bewertungen als abhingige Variable. Die Logarithmierung bewirkt eine stérkere
Anpassung an eine Normalverteilung als die untransformierte Variable. Wir stellen ei-
ne starke Korrelation zwischen der Beschreibungslidnge und der logarithmierten Anzahl
der Bewertungen fest. Auch gibt es einen signifikanten Unterschied in der Bewertungs-
anzahlen zwischen Restaurants, die Vegetarierfreundlichkeit in ihrer Selbstbeschreibung
erwahnen und solchen die hieriiber keine Angabe machen.

Als néchstes untersuchen wir den Einfluss, den der Standort eines Restaurants ausiibt.
Hierzu fassen wir die Restaurants in einer Stadt zusammen und fiihren eine Clusteranaly-
se iiber Stidte durch. Hieraus werden die Unterschiede und Ahnlichkeiten in Preisniveau
und Anzahl der Bewertungen deutlich. Hierin erstellen wir ein hierarchisches Clustering
sowie zwei k-means Clusterings. Fiir das hierarchische Clustering nutzen wir die Gower
Distanz als Abstandsmals zwischen Stddten. Die Gower Distanz eignet sich besonders
flir gemischte Daten, die sowohl numerische als auch kategoriale Variablen enthalten.
Wir erstellen das hierarchische Clustering auf Grundlage der Distanzmatrix mit Hilfe
des Complete-Linkage Verfahrens. Auch mit K-Means Cluster Analyse werden die Un-
terschiede zwischen den Gruppen intuitiv darstellt.

Weiterhin stellen wir ein multiples lineares Regressionsmodell auf. Hierin ist die lo-
garithmische Anzahl der Bewertungen die abhhéngige Variable. Die unabhéngigen Va-
riablen Preiskategorie, Bewertungsldnge, und Vegetarierfreundlichkeit haben allesamt
signifikante positive Koeffizienten. Nur die unabhéngige Variablen Bewertungsniveau
hat einen signifikant negativen Koeffizienten. Das Bestimmtheitsmaf R? unseres multi-
linearen Modells ist mit 36% schlecht. Das kann entweder daran liegen, dass nicht alle
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relevanten Variablen auch Teil des Datensatzes sind oder daran, dass der Zusammenhang
zwischen den Variablen nicht linear ist.

Abschliefsend erstellen wir mit dem CART-Algorithmus einen Entscheidungsbaum.
Wir nutzen den Entscheidungsbaum um unbekannte Variablen vorherzusagen. Beson-
ders sinnvoll ist nach unserer Einschétzung fiir die Vorhersage einer zu erwartenden
Anzahl von Bewertungen, dass man die Selbstbeschreibung und die Preiskategorie eines
Restaurants kennt. Mit dem Komplexitdtsparameter steuern wir die Anpassungsgiite des
Modells. Hierbei unterscheiden wir die Anpassung an den Trainingsdatensatz und die
Anpassung an einen hypothetischen neuen Datensatz. Wir fithren eine n-fache Kreuz-
validierung durch um den optimalen Komplexitatsparameter zu finden und stutzen den
Entscheidungsbaum zu sodass er die gewiinschte Komplexitat besitzt. Die Struktur des
Entscheidungsbaums erlaubt hierin Riickschliisse darauf, welche Variablen die grofste In-
formation tragen. Die wichtigste Information ist hierbei ob Vegetarier-Freundlichkeit er-
wahnt wird oder nicht. Die zweit-wichtigste Information ist die Lange der Beschreibung.
Fiir Restaurants, die iiber ihre Vegetarier-Freundlichkeit keine Angabe machen und eine
Selbstbeschreibung haben, die linger oder gleich 22 Zeichen sind ist das Bewertungsni-
veau eine Diskriminante. Das Preisniveau spielt in dem konstruierten Entscheidungsbaum

keine Rolle.
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A. R-Outputs

A.1. Beschreibungslinge

##table(D$Ltags)

7 8 9 10 11 12 13 14 15 16 17 18 19 20
630 1903 2779 3814 8533 2310 797 1406 129 288 1915 562 941 2214
21 22 23 24 26 26 27 28 29 30 31 32 3334
2180 2471 2077 933 1495 1809 392 1985 984 1081 910 1010 1122 1293
35 36 37 38 39 40 41 42 43 44 45 46 47 48
897 685 1062 745 871 1660 619 1044 1521 642 1044 790 574 866
49 50 b1 52 53 54 55 56 57 58 59 60 61 62
840 598 1241 701 771 738 873 542 731 488 679 942 689 696
63 64 65 66 67 68 69 70 71 72 73 74 7576
1539 516 635 622 368 593 515 476 559 986 420 781 473 405
7Tr 78 79 80 81 82 83 84 8 8 87 88 89 90
504 393 316 642 329 555 612 441 511 768 270 337 519 208
91 92 93 94 95 96 97 98 99 100 101 102 103 104
451 279 352 306 354 253 228 221 133 338 239 252 674 172
105 106 107 108 109 110 111 112 113 114 115 116 117 118
132 202 128 130 150 119 198 340 121 175 106 58 68 77
119 120 121 122 123 124 1256 126 127 128 129 130 131 132
150 94 78 70 95 52 63 27 33 565 23 68 3535
133 134 135 136 137 138 139 140 141 142 143 144 145 146
17 21 12 11 15 13 18 12 12 8 5 5 21 4
147 149 150 151 152 153 154 155 156 157 158 159 160 161
9 5 4 2 2 4 5 4 6 2 1 11 1
162 164 166 169 170 171 172 180 203 207 263

2 2 1 1 1 3 1 2 1 1 1

A.2. LM Output

##tsummary (m)

Call:
Im(formula = log(Number.of .Reviews) ~ Rating + Pcat + Ltags +
Veg, data = D)

Residuals:
Min 1Q Median 3Q Max
-5.3801 -0.7237 -0.0036 0.7434 5.9554

Coefficients:
Estimate Std. Error t value Pr(>|tl)
(Intercept) 3.917879 0.034818 112.52 <2e-16 **x*

Rating -0.421761 0.007766 -54.31 <2e-16 **x*
Pcat 0.455524  0.008374 54.40 <2e-16 *xx*
Ltags 0.019360 0.000209 92.65  <2e-16 **x*
Veg 0.554656  0.012389  44.77 <2e-16 *xx*

Signif. codes: 0 ‘**x%> 0.001 ‘%> 0.01 ‘x> 0.05 ‘.’ 0.1 ¢ > 1

Residual standard error: 1.14 on 74234 degrees of freedom
(51288 observations deleted due to missingness)

Multiple R-squared: 0.3629, Adjusted R-squared: 0.3628

F-statistic: 1.057e+04 on 4 and 74234 DF, p-value: < 2.2e-16
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A.3. CART Output

## rsq.rpart(cm)

Regression tree:

rpart (formula = log(Number.of .Reviews) ~ ., data = train, control = rpart.control(minsplit = 20000,
minbucket = 1000, CP = 0.001))

r

Variables actually used in tree construction:

[1] Ltags Price.Range Rating Veg.friendly

Root node error: 236569/86550 = 2.7333

n=86550 (13871 observations deleted due to missingness)

CP nsplit rel error xerror xstd
1 0.326954 0 1.00000 1.00002 0.0038688
2 0.019264 1 0.67305 0.67307 0.0030623
3 0.018069 3 0.63452 0.63457 0.0028906
4 0.012633 4 0.61645 0.61651 0.0028499
5 0.010000 7 0.57855 0.61651 0.0028499

## summary (cm)
Call:
rpart(formula = log(Number.of .Reviews) ~ ., data = train, control = rpart.control(minsplit = 20000,
minbucket = 1000, CP = 0.001))
n=86550 (13871 observations deleted due to missingness)

CP nsplit rel error xerror xstd
1 0.32695375 0 1.0000000 1.0000170 0.003868821
2 0.01926441 1 0.6730462 0.6730724 0.003062339
3 0.01806924 3 0.6345174 0.6345677 0.002890571
4 0.01263327 4 0.6164482 0.6165061 0.002849863
5 0.01000000 7 0.5785484 0.6165061 0.002849863

Variable importance

Veg.friendly Ltags Rating Price.Range
76 14 9 1
Node number 1: 86550 observations, complexity param=0.3269538

mean=3.513529, MSE=2.733319
left son=2 (60834 obs) right son=3 (25716 obs)
Primary splits:

Veg.friendly splits as LR, improve=0.32695380, (0 missing)

Ltags < 42.5 to the left, improve=0.19075000, (18136 missing)

Rating < 4.75 to the right, improve=0.06210304, (0 missing)

Price.Range splits as LRR, improve=0.03288550, (27142 missing)
Node number 2: 60834 observations, complexity param=0.01926441

mean=2.898895, MSE=2.009234
left son=4 (23059 obs) right son=5 (37775 obs)
Primary splits:

Ltags < 21.5 to the left, improve=0.07546125, (18136 missing)
Rating < 4.75 to the right, improve=0.06401102, (0 missing)
Price.Range splits as LRR, improve=0.02302297, (26894 missing)

Surrogate splits:
Rating < 3.25 to the left, agree=0.548, adj=0.034, (18136 split)

Node number 3: 25716 observations, complexity param=0.01806924
mean=4.967513, MSE=1.43848
left son=6 (13809 obs) right son=7 (11907 obs)
Primary splits:
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Ltags < 72.5 to the left, improve=0.11555530, (0 missing)

Rating < 4.75 to the right, improve=0.05478327, (0 missing)

Price.Range splits as LRR, improve=0.04961147, (248 missing)
Surrogate splits:

Rating < 4.25 to the left, agree=0.568, adj=0.068, (0 split)

Price.Range splits as LLR, agree=0.547, adj=0.022, (0 split)

Node number 4: 23059 observations
mean=2.65395, MSE=1.507124

Node number 5: 37775 observations, complexity param=0.01926441
mean=3.048416, MSE=2.256756
left son=10 (3645 obs) right son=11 (34130 obs)
Primary splits:

Rating < 4.75 to the right, improve=0.08078335, (0 missing)
Price.Range splits as LRR, improve=0.02170412, (17442 missing)
Ltags < 36.5 to the left, improve=0.01104320, (15062 missing)

Node number 6: 13809 observations
mean=4.588925, MSE=1.243754

Node number 7: 11907 observations
mean=5.406576, MSE=1.30531

Node number 10: 3645 observations
mean=1.741876, MSE=0.803296

Node number 11: 34130 observations, complexity param=0.01263327
mean=3.187951, MSE=2.210204
left son=22 (10575 obs) right son=23 (23555 obs)
Primary splits:

Rating < 4.25 to the right, improve=0.02147682, (0 missing)
Price.Range splits as LRR, improve=0.01828854, (15030 missing)
Ltags < 36.5 to the left, improve=0.01332388, (12982 missing)

Node number 22: 10575 observations
mean=2.862787, MSE=2.149387

Node number 23: 23555 observations, complexity param=0.01263327
mean=3.333934, MSE=2.168728
left son=46 (2852 obs) right son=47 (20703 obs)
Primary splits:

Price.Range splits as LRR, improve=0.015433230, (9577 missing)
Ltags < 34.5 to the left, improve=0.013334300, (8164 missing)
Rating < 3.25 to the right, improve=0.006409523, (0 missing)

Node number 46: 2852 observations
mean=3.641505, MSE=1.468704

Node number 47: 20703 observations, complexity param=0.01263327
mean=3.291563, MSE=2.250335
left son=94 (14837 obs) right son=95 (5866 obs)
Primary splits:
Ltags < 36.5 to the left, improve=0.013127150, (8164 missing)
Rating < 3.25 to the right, improve=0.008957147, (0 missing)
Surrogate splits:
Rating < 1.25 to the right, agree=0.533, adj=0.002, (8164 split)

Node number 94: 14837 observations
mean=2.92493, MSE=1.964612

Node number 95: 5866 observations
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mean=4.218898, MSE=1.77308

## cor(predict(cm, newdata=na.omit(test)), log((na.omit(test))$Number.of.Reviews)) 2
[1] 0.3194276

## cor(predict(pruned_cm, newdata=na.omit(test)), log((na.omit(test))$Number.of.Reviews)) 2
[1] 0.3181712
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